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基于角度敏感的空间注意力机制的轻量型旋转目标检测器 
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摘  要：随着深度学习的快速发展，近年来越来越多的基于锚框的目标检测算法被应用于遥感图像上，然而提高

算法精度的代价是牺牲了检测速度。因此，选择无锚框的目标检测网络框架，针对遥感场景的特点，提出了一种

旋转框的遥感检测算法。根据旋转框与其外接矩形框的空间位置关系，提出了一种简单有效的旋转框表示方式。

此外，设计了一种用于辅助检测旋转目标的角度敏感的空间注意力机制，通过引入角度信息提升模型对旋转目标

的检测能力。提出的算法在公开遥感数据集 DOTA 上进行了实验，旋转框的目标检测网络的平均精度均值达到了

68.5%，检测速度达到了每秒 17.4 帧图像。 
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Abstract: With the rapid development of deep learning, more and more target detection algorithms based on anchor 
frame are applied to remote sensing images in recent years. However, the cost of improving the accuracy of the algorithm 
is to sacrifice the detection speed. Therefore, the target detection network framework of anchor free was chosen, and a 
remote sensing detection algorithm of rotating frame was proposed according to the characteristics of remote sensing 
scene. A simple and effective representation of rotating frame was proposed according to the spatial position relationship 
between rotating frame and its external rectangular frame. In addition, an angle sensitive attention mechanism was de-
signed to assist the detection of rotating targets. By introducing angle information, the detection ability of the model for ro-
tating targets was improved. The proposed algorithm was tested on the open remote sensing dataset DOTA. The mean aver-
age precision of target detection network of rotating frame is 68.5% and the detection speed is 17.4 frames per second. 
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1  引言 

在遥感图像的处理技术中，目标检测是一个重

点研究对象。将目标检测与遥感图像结合，可以在

地球表面资源评估、自然灾害预警、军事领域等方

面提供巨大的帮助。因此，研究目标检测在遥感图
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像上的应用是非常有必要的。 
在目标检测中，不同于常规图像，遥感图像的

检测难度更大。在大尺寸遥感图像中的目标识别

（例如船舶、飞机和车辆检测）是一项具有挑战性

的任务，因为目标的尺寸小且数量大，并且周围环

境复杂，这可能导致检测模型将无关的地面物体误

认为目标。而自然图像中的物体相对较大，并且与

遥感图像相比，局部区域中的环境并不复杂，因此

更易于识别目标。这是检测遥感目标和自然目标的

主要区别之一。 
目标检测中使用的深度学习方法可以分为两

大类：无监督方法和有监督方法。无监督方法从输

入数据中学习特征，无须了解相关标签或其他监管

信息，而有监督方法则使用输入数据以及附加到输

入的监管信息来有区别地学习特征。但是，这两种

深度学习方法都从对象图像中学习特征，并且学习

过程可以统一到同一框架中。 
近年来许多基于深度学习的目标检测方法被

陆续提出，显著提高了目标检测的性能。通常可以

基于有无锚框（anchor）将用于目标检测的现有

深度学习方法分为两个流派，分别是基于 anchor
的区域建议方法（以下简称区域建议方法）和基

于无锚框（anchor free）的回归方法。 
在过去的几年中，区域建议方法在自然场景图

像中取得了巨大的成功。这种方法将目标检测的框

架分为两个阶段。第一阶段着重于生成可能包含目

标的一系列候选区域。第二阶段将第一阶段获得的

候选区域分类为目标前景或背景，并进一步微调边

界框的坐标。其中 R-CNN[1]是基于区域建议网络

（region proposal network，RPN）的目标检测方法的

典型算法之一。R-CNN 先通过选择性搜索获取可能

存在目标的候选区域，然后在候选区域利用卷积神

经网络（convolutional neural network，CNN）提取

特征向量，再将特征向量传入支持向量机进行分

类。尽管它在图像特征提取过程中引入了神经网

络，避免了人工提取特征的弊端，但对每个候选区

域进行卷积运算难以满足速度要求。Fast R-CNN 算

法[2]、Faster R-CNN 算法[3]、Mask R-CNN 算法[4]

等对 R-CNN 做了不同的改进，使得区域建议方法

获得了卓越的性能。 
尽管如此，目前的移动设备的存储空间和计算

能力非常有限，区域建议方法为了获得较高的召回

率，需要在图像中预先设定数以万计的锚框，这对

小目标检测效果提升明显，但需要先验知识设计尺

度、长宽比、交并比等超参数，且会造成正负样本严

重不平衡，导致它的检测速度难以进一步提高。 
因此，研究人员开始尝试优化基于 anchor free

的回归方法，使用单阶段目标检测模型进行预测，

从而简化了目标检测的两个步骤，优点是具有更大

更灵活的解空间，并大大降低了目标检测的计算复

杂度。与基于 anchor 的区域建议方法相比，基于

anchor free 的回归方法更加简单高效，因为无须生

成候选区域建议和随后的特征重采样阶段。2015 年

年初，Huang L C 等人提出[5]的 DenseBox 是基于

anchor free 的回归方法的早期作品。其使用全卷积

网络，实现了端到端的训练和识别，在人脸检测任

务中有不俗的效果。但由于论文正式发表的时间较

晚，这种基于 anchor free 的回归方法比区域建议方

法更晚进入人们的视野，因此区域建议方法在目标

检测领域占据主导地位。 
Redmon J 等人[6]提出了 YOLO（you only look 

once），将目标检测看作一个单一的回归问题，直接

从图像生成目标矩形框坐标和分类概率。由于没有

区域提案生成步骤，YOLO 使用一组候选区域直接

预测检测结果。与基于区域的方法使用局部区域的

特征来预测不同，YOLO使用的是全局图像的特征。

由于完全抛弃了区域提案生成步骤，YOLO 速度很

快。但与 Fast R-CNN 相比，YOLO 的定位误差更

大，这是因为边界框位置、比例的划分比较粗略。 
Law H 等人[7]质疑了 anchor 在目标检测框架中

的主导作用，提出了基于 anchor free 的目标检测方

法 CornerNet，指出了 anchor 存在的缺陷，如造成

正负样本之间的巨大不平衡、减慢训练速度和引入

额外的超参数，并借鉴了在多人位姿估计中关联嵌

入（associative embedding）的思想，将边界框目标

检测视为检测成对的左上角和右下角关键点。在

CornerNet 中，基础网络由两个堆叠的沙漏

（hourglass）网络组成，并使用简单的角池化方法来

更好地定位角点。在 COCO 数据集[8]上，CornerNet
实现了 42.1%的平均精度，超过了之前所有的单阶

段检测器，然而在 Titan X GPU 上明显慢于 YOLO。

CornerNet 很难决定哪些关键点对应该被分到同一

个目标中，这会导致检测错误。 
为了进一步改进 CornerNet 方法，Zhou X Y 等

人[9]提出了 CenterNet，在目标的中心引入一个额外

的关键点，使得角点匹配更加精确，降低了
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CornerNet 中错误匹配角点的概率，将 COCO 数据

集上的平均精度提高到 47.0%，但这导致了

CenterNet 的预测速度比 CornerNet 慢。 
针对目标矩形框表示会产生干扰背景信息，且

与目标本身形状和姿态信息存在较大差距的问题，

Zhou X Y 等人[10]提出了 ExtremeNet，利用关键点

预测网络预测目标矩形框的 4 个极值点（最顶部、

最左侧、最底部、最右侧）和 1 个中心点，取得了

不错的检测效果。 
Ma T S 等人[11]基于 CornetNet，提出了一种新

的角点匹配的 anchor free 目标检测方法。Li Q M 等

人[12]设计了一种新颖有效的无锚网络 MPAF-Net 用
于多尺度行人检测，将行人检测简化为一个简单的

中心和尺度预测任务。 
尽管卷积神经网络特征在自然场景图像中已

经取得了很大的成功，但是由于难以有效地处理物

体旋转变化的问题，无法将其直接用于光学遥感图

像中的物体检测。本质上，此问题对于自然场景图

像而言并不是关键问题，由于地球的重力作用，目

标通常处于垂直方向，因此图像上的方向变化通常

很小。相反，由于从上空拍摄了遥感图像，遥感图

像中的飞机场、建筑物和车辆等物体通常具有不同

的方向。另外，遥感图像存在小目标占比多、分布

密集，图像拍摄条件不稳定等问题，还容易受到光照、

云层、伪装等因素的影响。因此，目标检测在遥感图

像中的准确率往往低于自然图像。 
检测速度在目标检测领域也非常重要。例如，

欧洲哨兵 1 号（Sentinel-1）地球观测卫星每 6 天对

整个地球进行一次成像，要求算法必须足够快且具

有足够的可转移性才能应用于整个地球表面[13]。 
然而，目前的遥感目标检测算法大多基于

anchor，有大量的冗余和较高的计算复杂度，检测

速度相对较慢。基于 anchor free 的目标检测模型虽

然损失了部分精度，但往往能拥有更快的检测速

度。因此，进一步探究基于 anchor free 的目标检测

方法对于提升遥感图像的应用能力具有重要意义。 
综上，本文选择 anchor free 的目标检测网络框

架，针对遥感场景的特点，提出了一种基于角度敏

感的空间注意力机制的遥感图像旋转目标检测算

法。本文根据旋转框与其外接矩形框的空间位置关

系，提出了一种简单有效的旋转框表示方法。此外，

本文设计了一种用于辅助检测旋转目标的角度敏

感的空间注意力机制，通过引入角度信息，提升模

型对旋转目标的检测能力。本文提出的算法在公开

遥感数据集 DOTA 上进行了实验，旋转框的目标检

测网络平均精度均值（mAP）达到了 68.5%，检测

速度达到每秒 17.4 帧图像。 

2 基于角度敏感的空间注意力机制的遥感

图像旋转目标检测算法 

2.1 整体网络结构 
本文提出的 anchor free 的基于角度敏感的空间

注意力机制的遥感图像旋转目标检测算法基于

CenterNet[7]，其网络结构如图 1 所示。该网络结构

简单，编码网络负责提取输入图像的特征，解码网

络负责从特征图中提取有用信息并输出。首先，编

码网络主要通过多尺度网络分别采用自下而上、自

上而下和横向连接这 3 种路径提取底层、高层特征

进行融合，使得模型能更好地捕获全局和局部信

息。接着，多尺度网络提取的每一层特征图都将通

过通道注意力机制，使得重要的通道能够被分配到

更高的权重。针对旋转框目标具有旋转角度这一特

点，本文设计了一个角度敏感的空间注意力机制模

块，将角度信息融入特征图，使得模型更加关注旋

转目标，提升对旋转目标的检测精度。本文将解码

网络改造成适用于表达旋转框的形式。最后，最终

的特征图传入解码网络，负责预测热力图中每个网

格是检测目标中心点的概率、中心点的偏移量以及

对应的长和宽、旋转偏移量。 

 
图 1  基于角度敏感的空间注意力机制的 
遥感图像旋转目标检测算法的网络结构 

2.2 特征提取网络 
遥感图像尺寸大、场景复杂，缩小尺寸后特征

不太明显，因此需要深层的特征提取网络才能有效

地提取物体特征。为了避免深度网络可能存在的梯

度消失问题，本文将 Resnet[14]作为检测网络的特征

提取网络。 
Resnet 由于结构简单、有效而被广泛应用在目

标检测任务上。Resnet 引入的深层残差块将底层特
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征跳跃连接到高层特征，有效解决了由于网络深度

的加深而产生的梯度消失、准确率无法有效提升的

问题。 
Resnet 由头部的卷积层、中间的多个卷积块和

尾部的输出层构成，根据中间堆叠的卷积块数量又

能细分成 Resnet18、Resnet50、Resnet101。显然，

卷积块堆叠得越多，网络越深，能提取到的特征模

式越复杂，但是网络参数量也会相应地增加。本文

通过详细的实验对比得出，Resnet101 的检测效果

更好，带来的时间损耗也在可接受范围内，因此将

Resnet101 作为主干网络。 
2.3 多尺度特征融合 

由于遥感图像的检测目标的尺寸跨度很大，小

至几十像素，大至几百甚至上千像素，仅仅使用高

层特征检测目标很容易造成小目标物体漏检，因此

需要利用底层特征辅助。本文提出的目标检测网络

借鉴特征金字塔网络（feature pyramid network，
FPN）[15]的思想，引入了横向连接方法进行多尺度

融合。通常底层特征的语义信息比较少，但是空间

位置信息相对准确；高层特征的语义信息比较丰富，

但是空间位置信息比较粗略。FPN 能将底层特征和

高层特征融合起来，从而更好地利用全局特征。 
Resnet 能够自下而上地提取出 5 层不同深度

的特征图，如何充分利用这些特征图尤为重要。FPN
的思路是对提取出的每一层特征图分别进行预测，

然后汇总每一层的预测结果。大多数应用多尺度结

构的基于 anchor 的目标检测算法也沿用这样的方

法，在 RPN 阶段分别预测每一层特征图的每个锚

框的回归系数和置信度，将回归系数应用在初始锚

框的坐标上以获得所有边界框的预测坐标。然后使

用非极大值抑制（non-maximum suppression，NMS）
算法从所有预测结果中筛选出最优质的边界框，并将

其作为最终的输出。这样能从多层预测的大量边界框

中筛选出足够少的合适的边界框，减少时间开销。 
在基于 anchor 的方法中应用多尺度特征网络

通常采用的手段是对每一层特征图进行候选框预

测，然后对所有层的候选框进行统一的筛选操作。

与基于 anchor 的方法不同，基于 anchor free 的方法

并不是直接预测目标矩形框的坐标，而是预测中心

点特征图、偏移量和长宽，这就导致每一层的边界

框坐标的计算更复杂。因此，本文采用的多尺度特

征融合模块如图 2 所示，其中实线箭头指卷积操作，

虚线箭头指上采样操作，⊕是两个卷积在通道维度

上的连接操作，最终得到的卷积特征图 2′C 会传到解

码网络进行后续的操作。该方法将每一层不同尺寸

的特征图上采样至同一尺寸并拼接在一起。这样不

仅能够使得高层特征和底层特征都得到充分的利

用，而且检测速度也没有太大的损失。 

 
图 2  多尺度特征融合模块 

2.4  通道注意力机制 
虽然卷积神经网络有较强的非线性表达能力，

但是当信息量过于复杂时，需要构建更深的网络模

型才能获得更强的表达能力。为了降低模型的复杂

程度，可以借助人脑处理过载信息的方式，使用注

意力机制提高神经网络处理信息的能力。注意力机

制能够让模型关注更加重要的信息，忽视不重要的

信息。实际上，注意力机制的实现分为 3 个步骤：

信息输入、计算注意力分布、根据注意力分布计算

输入信息的加权平均。 
第 2.3 节介绍了本文提出的目标检测网络使用

的多尺度特征融合机制，这个机制需要统一特征提

取网络产生的多层特征图的尺寸并在通道维度上

进行连接，整个多尺度融合过程使用了多通道的特

征。因此，本文希望注意力机制能够为多尺度融合

过程涉及的通道分配合适的权重，使得模型可以根

据输入图像的特征，动态调整高层特征和底层特征

的权重关系。 
本文提出的目标检测网络引入了 SENet[16]中的

通道注意力模块 SE block。 SE block 主要由两部分

构成，分别是压缩和激活，这两部分对原始特征图

的非线性计算可看作原始特征图与 SE block 相乘，

然后通过 Softmax 激活函数将权重矩阵归一化到
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[0,1]，再与原始特征图相乘，得到权重改变后的新

特征图。此时，原始特征图的通道权重已经得到了

合理的分配，越重要的通道权重越高，模型越“重

视”这个通道的特征。 
为了增大感受野，SE Block 将全局空间信息压

缩成一个聚合特征，压缩操作由全局平均池化完

成。接下来的激活操作用于激活聚合特征中的信

息。这种机制能够学习到通道与通道之间的非线性

关系，而且能够学习到非互斥的关系，这样才能保

证多个通道能够同时作用。 
SE block 能够灵活嵌入各种模型中，因此本文

有多种使用 SE block 的方式。经过充分的实验，最

终将 SE block 嵌入特征提取器的每一层特征图，这

使得每一层的特征通道都会得到合理的分配，最大

限度地提高模型的精确度。 
融合 SENet[16]中 SE block的多尺度特征提取网

络结构如图 3 所示。其中左图是 SENet[16]中的通道

注意力模块 SE block，右图是 SE block 嵌入主干网

络形成的多尺度下的通道注意力机制。 

 
图 3  融合 SENet[16]中 SE block 的多尺度特征提取网络结构 

2.5  角度敏感的空间注意力机制 
本文利用特征图的空间关系生成了一个空间

注意力图。与通道注意力机制不同，空间注意力机

制聚焦图像中与目标检测任务相关的重要的局部

信息，并抑制不相关的信息，这对通道注意力机制

起到了补充作用。 
本文设计的角度敏感的空间注意力机制结构

如图 4 所示。首先输入图像经过编码网络生成特征

图，经过一个卷积网络后生成了尺寸为(batch,1,w,h)

的角度特征图，它表示长度为 w、宽度为 h 的输入

图像中对应空间位置上潜在目标的旋转角度，batch
为批次大小。接着计算角度特征图的空间注意力，

沿通道轴分别应用最大池化和平均池化，分别生成

尺寸为(batch,1,w,h)的特征图 Max 和 Avg。沿通道

轴进行连接操作，再经过一个卷积网络增加非线性

表达能力，然后使用 Sigmoid 激活函数将特征值分

布到[0,1]，得到角度敏感的空间注意力权重图，并

与原始的特征图相乘，给特征图在空间角度分配不

同权重的注意力，生成目标中心热力图。 

 
图 4  角度敏感的空间注意力机制结构 

角度敏感的空间注意力机制的原理是在具有

一定旋转角度的空间位置上存在目标的可能性更

大。因此，既然旋转标注比水平框标注增加了旋转

角度的信息，就应该充分利用这一信息。但是实验

证明，直接利用预测出来的旋转角度预测旋转框的

效果并不理想，旋转角度的轻微误差都会导致检测

效果剧烈下降。因此，本文并不直接使用预测出来

的旋转角度，而是间接利用这一个特征对其生成一

个角度敏感的空间注意力机制，即这个注意力机制

更加关注具备旋转角度的空间位置。理论上，用角

度敏感的空间注意力生成的特征图预测目标中心
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热力图会更加精确，漏检会更少，后续的实验也证

明了角度敏感的空间注意力机制的有效性。 

3 训练与推理 

3.1  数据标签格式 
旋转框研究的难点在于合理地表示旋转框，

因此本文提出了多种旋转框的表示方式。经过实

验，选择出最适用于本文提出的目标检测网络的

表示方式。 
本文提出的数据标签格式是 ( , , , , , ,x y x yc c w h r r  

1 1 2 2, , , )w h w h ，利用旋转框的外接矩形来表示旋转框

的坐标。本文提出旋转框参数表示方法（方法 1）
如图 5 所示，虚线的水平边界框（以下简称边界框）

是旋转框的外接矩形。假设模型的输出为 x yc c、 、 

1 1 2 2x yw h r r w h w h、 、 、 、 、 、 、 ，其中 w h、 分别表示

边界框的长与宽， x y x yc c r r、 、 、 由以下计算式获得： 

 int( )x xc p=  （1） 

 int( )y yc p=  （2） 

 x x xr p c= −  （3） 

 y y yr p c= −  （4） 

其中， ( ),x yp p 是中心点的浮点数坐标， ( ),x yc c 是

中心点取整后的坐标， x yr r、 为偏移量。 

 
图 5  本文提出的旋转框参数表示方法（方法 1） 

旋转框的 4 个点坐标 1 1 2 2( , ) ( , )x y x y、 、 3 3( , )x y 、 

4 4( , )x y 可用以下计算式获得： 

 0 / 2x xb c r w= + −  （5） 

 1 / 2y yb c r h= + −  （6） 

 2 / 2x xb c r w= + +  （7） 

 3 / 2y yb c r h= + +  （8） 

 1 0 1 1 1,x b w y b= + =  （9） 

 2 0 2 1 1,x b y b h= = +  （10） 

 3 2 2 3 3,x b w y b= + =  （11） 

 4 2 4 1 2,x b y b h= = +  （12） 

3.2  损失函数 
本文提出的预测分支共 4 个，总损失函数的计

算式如下： 
 total hm 1 wh 2 off 3 thetaL L L L Lλ λ λ= + + +  （13） 

其中， hmL 是目标中心热力图分支的损失函数， whL
是边界框宽高预测分支的损失函数， offL 是中心点

偏移量预测分支的损失函数， thetaL 是角度预测分支

的损失函数。 1 2λ λ、 和 3λ 是用于调整这几个分支权

重的参数。 
下面分别介绍这 4 个分支的损失函数。 
（1）目标中心热力图分支的损失函数 
该分支的输出的实际含义是每个坐标位置是

边界框中心点的概率。由于一张遥感图像中的边界

框中心点数量占整张图像素的比例很小，即负样本

的比例远远高于正样本，因此正负样本数量极度不

均匀。为了解决这个问题，本文提出的目标检测网

络将改进后的焦点损失（focal loss）作为损失函数。 
改进后的损失函数如下所示： 

 ( )hm pos neg
1L l l
N

= − +  （14） 

 ( )pos pos pos1 logl p p
α

= −∑  （15） 

 ( ) ( )neg neg neg1 gt log 1l p pβα= − −∑  （16） 

其中， N 是热力图像素点的总数。 posp 和 negp 分别

是目标中心热力图上所有正样本的像素值和所有

负样本的预测值，当某个点的真实值 gt 大于一定阈

值时，这个点被视为正样本，其余视为负样本。lpos、

lneg 分别表示目标中心热力图上所有正样本的像素

值的焦点损失函数和所有负样本的像素值的焦点

损失函数。α 和 β 在 focal loss 中被称为调制系数，

修改这些系数能够调整易分类样本的权重，使得模

型在训练时更专注于难分类的样本。 
对于距离目标中心点较远，即真实值较小且模型

输出的预测值较大的像素点，通过式（14）～式（16）
加大此类负样本的损失，让模型更加关注这些难分

类的像素点，更利于模型学习。 
划分正负样本的阈值设置得越小，正样本数量

越多，但预测精度越不准确。本文提出的旋转目标
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检测方法考虑到目标中心热力图是原图下采样 1/4
得到的，本身就有一定的偏差，若阈值设置得较小，

模型难以提取出比较精确的中心点，因此这里取阈

值为 1，即将热力图中真实值为 1 的点看作正样本，

其余均看作负样本。 
（2）边界框宽高预测分支的损失函数 
该分支的损失函数是 L1 损失，其计算式如下： 

 wh pos
1L wh p
N

= −∑  （17） 

其中， 2w hwh R × ×∈ 是预测的边界框的宽和高。 
（3）中心点偏移量预测分支的损失函数 
为了恢复由原图下采样引起的离散误差，本文

提出的目标检测网络还预测了每个中心点的局部

偏移量 2ˆ w ho R × ×∈ 。每一个通道共享相同的预测偏移

量。其损失函数为 L1 损失，计算式如下： 

 off pos
1 ˆL o p
N

= −∑  （18） 

注意，这里只计算所有正样本的偏移量，负样

本忽略不计。 
（4）角度预测分支的损失函数 

thetaL 是角度预测分支的损失函数，其损失函数

仍然采用 L1 损失。这里的角度定义如下： 

 
1

1
1

1

atan , ! 0

0, 0

w h
h

h
θ

⎧ =⎪= ⎨
⎪ =⎩

 （19） 

4  实验验证 

4.1  DOTA 数据集

DOTA 数据集是用于航空图像中目标检测的大

规模数据集。它的图像是从 Google Earth 中手动收

集的，其中一些是由吉林一号卫星拍摄的，其他则

是由中国资源卫星数据与应用中心的高分二号卫

星拍摄的。它包含 2 806 张航拍图像，每张图像的

大小在 800×800 像素到 4 000×4 000 像素之间，并

且包含具有不同的比例、方向和形状的样本。DOTA
数据集包含 15 个类别：飞机、轮船、储罐、棒球

场、网球场、篮球场、地面跑道、港口、桥梁、

大型车辆、小型车辆、直升机、环形交叉路口、

足球场和游泳池。 
DOTA 数据集提供了 1 411 张训练集图像与

458 张测试集图像。本文对 DOTA 数据集中各类

别数量进行了统计，不同类别数量占比如图 6（a）

所示，可以看出在所有样本中，80%以上是大型

车辆、小型车辆、轮船和储罐，其余 11 个类别样

本数量很少。样本类别不均匀造成了训练和检测

的困难。 
由于 DOTA 数据集中直升机的样本数量偏少，

本文只对其余 14 个目标的尺寸进行了统计，不同

类别的样本最大像素和最小像素总和如图 6（b）所

示。不同类别之间的样本尺寸相差很大，甚至同一

个类别的不同样本之间的尺寸相差也很大，因此很

难选择一个合适的尺寸分割原始图像。经过实验，

本文将原始图像切割成 600×600 像素的图像，并将

其作为输入图像，得到输出结果后重新合成原始图

像的尺寸。采用 RandAugment 算法[17]对输入图像

进行图像增强。 

 
图 6  DOTA 数据集数据统计 

4.2  不同旋转框参数表示方法的效果验证 
本节针对多种不同的旋转框参数表示方法进

行效果测试，证明本文提出的旋转框参数表示方

法更加简单有效。 
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（1）旋转框参数表示方法 2（方法 2）： ( , ,x yc c  

, , , ,x yw h r r 1 1, )w h  

该方法同样利用旋转框的外接矩形来表示旋

转框的坐标，但没有充分利用旋转框本身也是一个

矩形的特征，因此存在信息冗余。实际上，只需要

两个额外参数 w1 和 h1，根据两个三角形的全等关

系就可以得出对边长度相等，如图 7 所示。 

 
图 7  旋转框参数表示方法 2 

旋转框的 4 个点坐标 1 1 2 2( , ) ( , )x y x y、 、 3 3( , )x y 、 

4 4( , )x y 可以用以下计算式得到： 

 1 0 1 1 1,x b w y b= + =  （20） 

 2 0 2 1 1,x b y b h= = +  （21） 

 3 2 1 3 3,x b w y b= − =  （22） 

 4 2 4 3 1,x b y b h= = −  （23） 

（2）旋转框参数表示方法 3（方法 3）：
( , , , , , , )x y x yc c w h r r θ  

旋转框一般用旋转框中心点坐标、长宽与旋转

角度来表示，实际上 1 1( , , , , , , , )x y x yc c w h r r w h 中的

1 1w h、 蕴含了角度关系。可以直接预测角度θ ，再

算出 1 1w h、 即可表示旋转框，如图 8 所示。 
旋转框的 1 1w h、 可以用下式计算得到： 

 tant θ=  （24） 

 
图 8  旋转框参数表示方法 3 

 ( )
1 2 1

t tw h
h

t
−

=
−

 （25） 

 1 1w th=  （26） 

（3）旋转框参数表示方法 4（方法 4）：
o o o( , , , , , , )x y x yc c w h r r θ  

除了借助外接矩形的方法表示旋转框，还可以

直接表述旋转框，如图 9 所示， o ow h、 分别表示旋

转框的宽和高， oθ 表示该旋转框与水平轴的旋转角

度，限定 oθ 的范围为 0°～90°。根据已知变量可以

求出 1 o 1 ocos sinw w h wθ θ= =， 。 

 
图 9  旋转框参数表示方法 4 

本节根据提出的 4 种旋转框参数表示方法分别

进行测试，实验将 CenterNet 作为基础网络，主干

网络选择 Resnet101。不同表示方法的旋转框实验

结果见表 1。从实验结果看，虽然这些方法基于同

一个网络框架，但是检测效果却比较悬殊。其中，

方法 1 的 mAP 最高，达到了 63.7%，比方法 2 高

4.4%。方法 1 和方法 2 的原理都是先预测出一个边

界框，再基于此预测旋转框的 4 条边的偏差值，而

方法 3 和方法 4 则是预测物体的旋转角度。从实验

结果看，方法 1 和方法 2 的整体效果远远好于方法 3
和方法 4。预测旋转角度是极为困难的，角度细微

的偏差都会使最终预测的边界框的差距极大。而预

测边的偏差则对误差的承受能力更强，一条边的误

差并不会导致最终预测的边界框整体变形。方法 2
比方法 1 的 mAP 稍低，这表明虽然方法 2 的结构

相对简单，但是不可避免地会带来精度损失。 
4.3  角度敏感的空间注意力机制的有效性验证 

本节对提出的角度敏感的空间注意力机制（用

atten 表示）的有效性进行验证。将不添加角度敏感

的空间注意力机制的本文提出的目标检测网络作

为参考网络，与添加该注意力机制的网络进行对

比。实验中分别将 Resnet50 和 Resnet101 作为特征

主干网络，实验结果见表 2。 
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表 1 不同表示方法的旋转框实验结果 

类别 方法 1 方法 2 方法 3 方法 4 

飞机 93.0% 92.2% 71.8% 57.1% 

轮船 80.6% 80.1% 14.5% 51.9% 

储罐 89.3% 89.7% 83.9% 60.4% 

棒球场 67.7% 54.3% 57.4% 37.7% 

网球场 94.6% 94.8% 55.7% 51.8% 

篮球场 62.3% 50.7% 46.6% 40.6% 

地面跑道 53.7% 44.4% 42.3% 41.5% 

港口 55.5% 46.5% 19.3% 34.5% 

桥梁 29.7% 24.2% 9.0% 23.5% 

大型车辆 78.7% 76.5% 9.3% 43.4% 

小型车辆 53.4% 57.1% 17.0% 38.8% 

直升机 13.8% 25.7% 41.5% 29.6% 

环形交叉路口 69.6% 65.3% 64.3% 47.2% 

足球场 62.6% 39.4% 47.9% 38.8% 

游泳池 52.2% 49.2% 28.1% 35.1% 

mAP 63.7% 59.3% 40.5% 42.1% 

表 2    本文提出的目标检测网络的角度敏感 
注意力机制效果测试 

类别 Resnet50 Restnet50+atten Resnet101 Resnet101+atten

飞机 88.6% 88.7% 89.0% 88.8% 

轮船 79.0% 82.7% 79.2% 84.0% 

储罐 86.2% 86.6% 87.1% 85.0% 

棒球场 68.6% 72.6% 73.8% 72.8% 

网球场 90.7% 90.4% 90.8% 90.7% 

篮球场 65.2% 52.2% 63.0% 63.5% 

地面跑道 57.7% 55.0% 57.6% 57.1% 

港口 63.1% 61.8% 63.0% 61.6% 

桥梁 45.5% 40.2% 42.9% 41.9% 

大型车辆 80.7% 77.9% 79.4% 80.7% 

小型车辆 60.3% 60.5% 61.8% 62.8% 

直升机 25.2% 57.7% 54.9% 53.1% 

环形交叉路口 66.0% 60.8% 63.7% 66.8% 

足球场 66.6% 63.3% 54.3% 56.2% 

游泳池 59.8% 59.8% 62.2% 62.8% 

mAP 66.8% 67.3% 68.1% 68.5% 

 
从两个对比试验结果来看，增加了角度敏感的

空间注意力机制以后，mAP 提升了 0.4%～0.5%，

提升的效果接近。使用 Resnet101 比使用 Resnet50
的 mAP 更高。 

4.4  通道注意力机制的有效性验证 
本文为每一层特征都加上提出的通道注意力

机制，使得特征通道的分配更合理。通道注意力机

制实验结果见表 3，实验发现 mAP 提高了 2.3%，

检测速度达到了每秒 18.6 帧图像，效果十分显著。 
4.5  多尺度特征融合算法实验效果对比 

多尺度特征融合实验结果见表 4，可以看出，

多尺度特征融合对 Resnet101 的提升较大，达到了

1.2%，然而对 Resnet50 没有提升，甚至有轻微的降

低。分析原因发现，一方面可能是训练不稳定导致

效果轻微降低，另一方面可能是 Resnet101 提取出

的高层特征的语义信息比 Resnet50 更多更全面，和

底层特征的融合效果更好。总之，多尺度特征融合

在选择合适的主干网络深度的情况下能够起到较

好的效果。 

表 3 通道注意力机制实验结果 

算法 特征提取网络 mAP 

无通道注意力机制 Resnet101 62.8% 

有通道注意力机制 Resnet101 65.1% 

表 4 多尺度特征融合实验结果 

算法 特征提取网络 mAP 

+多尺度融合 Resnet50 62.4% 

无多尺度融合 Resnet50 62.7% 

+多尺度融合 Resnet101 64.0% 

无多尺度融合 Resnet101 62.8% 

 
4.6  不同算法在 DOTA 数据集上的实验效果 

将本文提出的基于角度敏感的空间注意力机

制的遥感图像旋转目标检测算法与不同的预测旋

转框的遥感算法 RRPN[18]、R3det[19]、R2CNN[20]，

以及经典的 Faster R-CNN[3]的旋转框版本进行对比

分析。其中 mAP 结果采用了参考文献[19]论文中的

实验结果，速度测试均在相同环境下进行，实验结

果见表 5。 

表 5   不同算法在 DOTA 数据集上的实验结果 

算法 mAP 每秒处理帧数/帧 模型大小/MB 

Faster R-CNN[3] 52.9% 12.5 237 

R2CNN[18] 60.6% 0.05 359 

RRPN[20] 61.0% 0.09 369 

R3det[19] 73.7% 1.5 787 

本文提出的算法 68.5% 17.4 218 



第 3 期 尹开石等：基于角度敏感的空间注意力机制的轻量型旋转目标检测器 ·331· 

 

从检测的精确度来看，R3det 的 mAP 最高，本

文提出的算法次之，Faster R-CNN 的效果最差，只

有 52.9%。但是从检测速度上看，R2CNN、RRPN、

R3det 虽然同样是基于 anchor 的二阶段网络，但是

比原版 Faster R-CNN 慢很多，这是因为它们针对旋

转框加入了过多的针对性的改进，导致检测速度下

降。本文提出的算法速度远超其他算法，这是基于

anchor free 网络的优势。在模型的大小上，本文网

络的模型也是最小的。R3det 虽然精确度最高，但

是模型太大，不够轻量化。因此虽然旋转框比水平

框的检测精确度稍低，但是同样达到了精确度与检

测速度的平衡。 
4.7  水平框与旋转框对比分析 

本文提出的基于角度敏感的空间注意力机制

的遥感图像旋转目标检测算法可以同时检测水平

框与旋转框，这是因为水平框是一种特殊角度的旋

转框。因此，本节对比分析了基于 4 种旋转框参数

表示方法的遥感图像目标检测效果，见表 6。 

表 6  4 种旋转框参数表示方法的水平框与旋转框的 mAP 

旋转框参数表示方法 水平框 旋转框 

方法 1 64.9% 63.7% 

方法 2 64.3% 59.3% 

方法 3 64.4% 40.5% 

方法 4 64.7% 42.1% 
 

从表 6 可以看出，其实 4 种方法的水平框的检

测效果几乎一致，都在 64%左右。而旋转框的标注

更细致，对检测的精确度要求更高。方法 3 和方法 4
虽然检测出了旋转目标的大致范围（即水平框），

却无法对旋转框的检测起到很大的帮助，这说明旋

转框检测比水平框检测更难，旋转框检测不仅需要

检测出目标物体的位置，还需要精准地检测出旋转

角度。此外，不同的旋转框的表示方法也对模型效

果造成了非常重要的影响。 
本文对旋转框与水平框的部分检测图像进

行了可视化，以便于分析与对比。图 10 的每张

图像代表了每个类别的部分检测结果（矩形框内

部的黄色框为旋转框）。从旋转框与水平框的整

体标注效果来看，旋转框的效果明显优于水平

框。例如图 10（e）、图 10（j），水平框的标注存

在大量重叠，导致肉眼无法很好地分辨不同的目

标物体；旋转框的标注则分界线十分清晰，完美

贴合了目标物体。 

 
图 10  DOTA 数据集上水平框与旋转框的检测结果 

从旋转框的检测效果来看，本文提出的算法对

旋转角度的预测效果很好，不管是哪一类别，只要

找准了正确的目标中心与正确的水平框的长宽，基

本上能够正确地找出旋转的角度。因此，本文提出

的算法中旋转框的准确度实际上是非常依赖水平

框的准确度的，只有水平框检测准确，旋转框才有

可能检测准确。 
总体上，本文提出的目标检测网络能够较好地

克服遥感场景的困难之处。遥感目标物体的分布密

集、部分重叠，如图 10（k）、图 10（l）的目标十

分密集，但是本文提出的目标检测网络能够较好地

检测出所有目标，并且旋转框不会重叠。甚至本文
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提出的目标检测网络可以解决两个目标物体重叠

的问题，如图 10（h），轮船和港口紧靠在一起，会

出现不同类别的标注重叠在一起的情况，本文提出

的目标检测网络能够通过多通道各司其职、独立检

测来克服这个困难，这对于基于 anchor 的方法来说

是一个难题。遥感目标物体的尺寸跨度很大，如

图 10（i）中的桥梁，在整张图中显得极为渺小，

但是本文提出的目标检测网络仍然能够检测出来。

又如图 10（f）中小型车辆和篮球场的尺寸差距很

大，但检测效果也很好。 

5 结束语 

遥感图像的目标检测技术在农业土壤管理与

灌溉、自然灾害预警、地球表面资源预估、军事管

理等方面占据着非常重要的地位。 
一方面，随着卫星技术的提高，每天从空中收集

到数以万计的遥感数据，并传输到地球表面，这对遥

感检测的速度有了更高的要求；另一方面，利用基于

anchor free 的目标检测网络检测遥感图像的研究甚

少。虽然基于 anchor free 的目标检测网络的检测速度

较快，但是在检测遥感目标上仍有很多的困难与挑

战：基于anchor free的目标检测网络自身的精度不高，

难以满足精度的要求；遥感目标可以任意角度旋转且

分布密集，水平框的标注效果很差。针对这两个难点，

本文分别对水平框的目标检测算法与旋转框的目标

检测算法进行了研究，并提出了两种用于遥感图像的

目标检测算法，具体成果如下。 
相比水平框的目标物体检测，旋转框的目标物

体检测在遥感场景中更具优势，但也更有挑战性。

本文根据旋转框与其外接矩形框的空间位置关系，

提出了一种简单高效的旋转框位置的表示方法。针

对旋转框增加的旋转角度的信息，设计了一个角度

敏感的空间注意力机制用于辅助检测旋转框。在

DOTA 数据集上，本文提出的算法的 mAP 达到了

68.5%，检测速度达到了每秒 17.4 帧图像。与其他

网络相比，本文设计的目标检测网络具有突出的速

度优势，在检测精度上也取得了不错的效果。 
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